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哈希基线：在预训练模型时代重新思考
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ABSTRACT

信息检索与紧凑二进制嵌入，也称为哈希，对于可扩
展的快速搜索应用至关重要，然而最先进的哈希方法
需要昂贵且特定于场景的训练。在这项工作中，我们
介绍了哈希基线，这是一种强大的无需训练的哈希方
法，利用了能够生成丰富预训练嵌入的强大预训练编
码器。我们重新审视了经典的、无需训练的哈希技术
——主成分分析、随机正交投影和阈值二值化——以
产生一个强有力的哈希基线。我们的方法结合这些技
术与来自最先进的视觉和音频编码器的冻结嵌入，从
而在没有任何额外学习或微调的情况下获得具有竞争
力的检索性能。为了展示这种方法的通用性和有效性，
我们在标准图像检索基准测试以及新引入的音频哈希
基准测试上对其进行评估。1

Index Terms— 哈希基线，图像检索，音频检索，
二进制码，预训练编码器。

1. 介绍

快速准确地使用二进制嵌入进行检索对于大规模
搜索至关重要。传统的哈希方法依赖于手工制作的描
述符来生成紧凑的二进制代码，而更近一些的深度哈
希技术——无论是监督学习还是无监督学习——通常
需要从头开始训练模型。这个训练过程通常计算成本
高昂且耗时 [1]。此外，这些方法一般缺乏灵活性，因
为它们必须为每个特定场景重新训练，比如不同的代

*Equal contributions.
1代码发布于：https://github.com/ilyassmoummad/hashing-baseline

码长度或不同的数据集，这限制了它们的可扩展性和
泛化能力。

与此同时，基础模型的出现通过从庞大而多样的
数据集中生成抽象潜在空间中的强大嵌入来彻底改变
了数据表示 [2]。这些表示捕捉了丰富的语义信息，为
各种下游任务提供了一个强大的起点。这自然引发了
一个问题：我们能否通过直接利用这些预训练的嵌入
来重新思考哈希，而不是投入到昂贵、特定场景的哈
希网络训练中？

为了解决这个问题，我们引入了哈希基线，这是
一种无需训练的方法，重新审视了经典的哈希技术，
即主成分分析（PCA）、随机正交投影 [3]以及通过阈
值进行二值化。当这些技术应用于预训练编码器的嵌
入时，它们的结合始终能产生具有竞争力的，并且有
时是前沿的表现，所有这些都是在无需进一步学习的
情况下实现的。

受音频检索日益重要性的驱动，我们也建立了首
个专门针对音频哈希的综合基准。与分类任务相比
——现代预训练音频模型通常能实现非常高的准确
率 [4]，使得进一步进步变得困难——检索提供了对
音频理解更具挑战性和区分度的测试。即使相关性是
在类别级别定义的，成功的检索也需要将所有相关的
项目排在不相关的项目之前，这对嵌入空间结构施加
了比分类更严格的约束，而分类只需要最顶上的标签
正确即可。我们的基准涵盖了多种音频类型，包括音
乐流派、语音情感、人类发声和环境声音，连同哈希
基线一起，为音频哈希提供了一个全面且具有挑战性
的测试平台。

https://github.com/ilyassmoummad/hashing-baseline
https://arxiv.org/pdf/2509.14427v1
https://cenxiv.cn/cn-pdf/2509.14427v1
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Fig. 1. 哈希基线概述：使用预训练的固定模型提取特征，然后通过 PCA将其减少到目标比特长度。将减少后
的特征正交投影，并使用 Sigmoid函数后跟一个阈值进行二值化以生成紧凑的二进制码。

总结而言，我们的贡献是两方面的：

• 我们提出了哈希基线，这是一种无需训练的强大
方法，利用预训练模型的嵌入进行高效的检索；

• 我们建立了一个新的音频哈希基准，涵盖了多种
音频领域（音乐类型、语音情感、人类发声和环
境声音）。

2. 相关工作

预训练模型已经通过提供强大且预训练的表示显
著推进了深度学习，这些表示适用于广泛的任务 [5,
6]。经过大量多样化的数据集训练，这些模型捕获丰
富的语义信息，并在众多下游应用中表现出卓越性
能 [2]。它们的出现减少了对特定任务训练的依赖，使
得可以在冻结嵌入的基础上设计更高效且可扩展的解
决方案。

哈希 通过将数据编码为紧凑的二进制表示形式，使大
规模检索系统中的相似性搜索变得快速。传统的哈希
方法应用预定义或基于数据驱动的转换——例如随机
投影或频谱分析——来在高维空间中保持相似性。虽
然这些方法是高效的，但它们难以捕捉从原始数据 [7]
中复杂的语义关系。基于深度学习的哈希方法则使用
神经网络来学习依赖于数据的哈希函数。监督变体使
用标记数据来保持语义相似性，而无监督变体则依赖
于内在的数据特性 [1]。尽管深度哈希通常比传统方法
产生更具辨别力的代码，但它通常需要针对特定数据
集和代码长度进行计算成本高昂的训练，这限制了它
的泛化能力和可扩展性。

我们提出的方法，哈希基线，通过利用预训练模
型的强大表示能力和传统的无训练哈希技术来连接这
两条研究路线。与传统哈希不同，哈希基线操作的是
丰富的预训练嵌入而不是原始特征，并且与深度哈希
相比，它不需要额外的训练。这种结合产生了一种简
单、可扩展且令人惊讶地具有竞争力的基线方法，适
用于图像和音频检索任务。

3. 哈希基线方法

我们用 s ∈ RT 表示来自任何模态的信号（例如，
一张图像或一段音频）。一个预训练的编码器 fφ(·)将
s映射到一个 d维特征向量：

x = fφ(s) ∈ Rd. (1)

哈希基线然后由三个简单的步骤组成：(i) 使用
PCA进行降维，(ii) 随机正交投影，以及 (iii) 使用非
对称汉明检索进行二值化。

3.1. 通过 PCA进行降维

令 X = {xi}ni=1 ∈ Rn×d 表示一组标准化嵌入的
训练集。我们计算一个截断奇异值分解：

X ≈ U diag(S)V >, (2)

其中 V 的列是前 k主方向。特征 x然后被投影到降维
的 k维空间中：

z = V >x ∈ Rk. (3)



Query 5-NN (Original Features - 768-dim) 5-NN (Hashed Features - 16-bit)

Fig. 2. 在 Flickr25K上的检索示例，展示了使用 SimDINO特征及其 16位哈希码的最近邻。

3.2. 随机正交投影和二值化

通过采样一个高斯矩阵然后进行 QR分解生成随
机正交矩阵R ∈ Rk×k。简化向量被变换为

u = Rz. (4)

然后应用逐元素的 sigmoid函数以获得比特概率：

p = σ(u) ∈ [0, 1]k, (5)

并在阈值 0.5处对 p进行阈值处理，生成数据库项的
二进制码 b ∈ {0, 1}k。

3.3. 非对称汉明检索

对于查询嵌入 xq，我们计算

pq = σ(RV >xq). (6)

我们不二值化查询，而是使用非对称汉明检索 [8]，它
通过以下方式比较 pq 与二进制数据库代码 bi：

sim(xq, bi) = −
k∑

j=1

|bi,j − pq,j | . (7)

不对称汉明距离允许减少查询级别的量化损失，从而
提高检索精度。

3.4. 理论动机

哈希基线是基于经典结果的：(i) 主成分分析
（PCA）减少了预训练嵌入中的信息冗余和噪声，并
仅保留最具有信息量的维度，同时在降维空间中保
持几何结构，这由 Johnson–Lindenstrauss引理 [9]保
证；(ii) 随机正交投影将集中方差重新分配到各个位

上；(iii) 随机场次散列 [10]将汉明距离与角相似性联
系起来。
这些属性共同表明，将预训练模型嵌入与经典哈

希结合可以提供强大的检索性能而无需任何额外的
学习。

4. 实验

我们评估了提出的哈希基线在图像和音频检索
基准上的表现，测量平均精度均值（mAP）。对于
图像，我们遵循标准做法，并在 CIFAR-10 上报告
mAP@1000，在 Flickr25K、COCO和 NUS-WIDE [11]
上报告 mAP@5000。对于音频，mAP 是通过对所有
数据库项进行计算得出的。

4.1. 图像检索

我们评估了哈希基线在三个最先进的 ViT-Base
视觉编码器上的表现：DFN [13]，通过对比学习在 2B
图像文本对上训练；DINOv2 [5]，在一个包含 1.42 亿
图像的精选数据集上训练；以及 SimDINOv2 [14]，这
是一个 DINOv2 变体，通过在 ImageNet-1K 上使用
余弦相似性和编码率正则化进行训练。对于每个模型，
我们报告了使用在每个下游数据集的训练集上通过
PCA降维得到的嵌入结果，以及原始嵌入和通过随机
正交投影和符号阈值化（d ∈ 16, 32, 64）获得的 d位二
进制码的结果。
为了进一步研究哈希基线的泛化，我们在 SimDI-

NOv2 上进行了消融实验，使用在 ImageNet-1K 上拟
合的单个 PCA（全局 PCA）应用于所有数据集，并
且还评估了以下效果：(i) 没有随机正交投影的全局
PCA，以及 (ii) 不使用 PCA 的随机正交投影。此设



Table 1. 图像检索使用不同的 ViT-Base模型。原始：完整嵌入；浮点数：PCA降维特征；二进制：随机投影
码（平均 ±标准差，经 10次运行）。SOTA表示无监督哈希的最新技术。

模型 特征
CIFAR10 FLICKR25K COCO NUS-WIDE

Orig 16 32 64 Orig 16 32 64 Orig 16 32 64 Orig 16 32 64

SOTA Binary – 87.6[11] 91.2[11] 92.6[11] – 81.8[12] 83.8[11] 84.9[11] – 76.0[11] 78.9[12] 81.6[12] – 81.2[11] 83.2[11] 84.4[11]

DFN [13]
(DFN-2B)

Float 93.3 94.6 94.4 94.22 80.7 83.7 83.9 83.6 85.3 77.1 82.3 85.3 83.2 81.9 83.1 83.2
Binary – 91.0±0.7 91.8±0.4 92.6±0.2 – 80.2±0.3 80.8±0.3 81.1±0.1 – 70.4±0.6 77.4±0.2 82.2±0.1 – 76.7±0.4 79.9±0.2 81.1±0.1

DINOv2 [5]
(LVD-142M)

Float 95.4 95.9 96.0 95.9 76.3 77.8 78.2 77.7 88.3 81.2 86.5 88.8 79.8 76.4 78.0 78.7
Binary – 93.4±0.5 95.0±0.1 94.7±0.1 – 74.3±0.2 74.9±0.1 74.7±0.1 – 74.9±0.5 83.5±0.2 86.7±0.1 – 70.6±0.5 73.8±0.2 75.9±0.1

SimDINOv2 [14]
(IN-1K)

Float 89.6 90.8 91.1 91.13 81.1 81.6 81.6 81.4 87.4 82.7 86.0 87.3 84.3 83.2 83.7 83.6
Binary – 84.4±0.4 86.4±0.4 88.0±0.2 – 77.2±0.5 78.0±0.1 78.6±0.1 – 75.5±0.4 81.8±0.3 84.9±0.1 – 78.0±0.2 80.3±0.2 81.5±0.1

消融研究

全局 PCA（IN-1K）
Float 89.6 80.9 87.7 89.0 81.1 79.7 81.2 81.2 87.4 78.3 82.8 85.2 84.3 78.7 81.9 83.0
Binary – 66.0±1.7 79.4±0.8 84.0±0.5 – 75.1±0.9 77.3±0.5 78.3±0.2 – 69.2±0.9 77.2±0.3 81.8±0.2 – 72.7±0.6 77.7±0.2 80.5±0.2

全局主成分分析无需随机正交投影
Binary – 65.9 77.9 81.5 – 73.6 75.1 74.2 – 68.9 76.6 81.1 – 73.6 78.6 80.0
随机正交投影无需主成分分析
Binary – 40.7±2.8 59.3±2.7 71.9±1.4 – 61.1±1.0 65.2±1.4 69.1±0.8 – 54.9±1.2 68.0±1.0 76.3±0.5 – 55.4±2.2 65.4±1.5 73.7±0.7

Table 2. 使用表 1中相同的协议进行音频检索。
模型 特征

GTZAN ESC50 声音信号 CREMA-D

Orig 16 32 64 Orig 16 32 64 Orig 16 32 64 Orig 16 32 64

掌声 [15]
Float 41.2 41.2 38.2 37.4 88.1 81.4 87.3 87.7 62.7 59.3 57.0 55.7 25.1 25.1 25.0 24.9
Binary – 37.9±1.0 39.3±0.7 40.9±0.3 – 70.0±1.5 81.2±0.5 84.7±0.3 – 58.3±0.9 60.3±0.5 61.6±0.2 – 24.0±0.1 24.5±0.2 24.9±0.2

达森 [6]
Float 38.4 40.6 39.1 36.7 29.8 27.4 35.1 39.4 27.8 31.7 31.8 31.6 25.0 24.9 25.3 25.2
Binary – 35.1±1.0 36.8±0.9 37.8±0.5 – 19.0±0.6 25.3±0.4 29.3±0.5 – 26.6±0.4 27.5±0.3 28.1±0.2 – 23.9±0.2 24.6±0.1 25.0±0.1

CED [16]
Float 51.5 53.7 50.0 48.3 82.7 50.0 72.8 83.2 60.2 58.7 58.5 58.5 19.3 20.6 20.6 20.7
Binary – 51.4±0.8 51.3±0.5 52.4±0.2 – 64.1±2.3 79.5±0.3 82.2±0.3 – 57.3±0.7 58.8±0.5 60.2±0.3 – 19.2±0.1 19.4±0.1 19.5±0.1

置使我们能够分离出 PCA 和正交投影对检索性能的
贡献。结果总结在表 1中。
分析。在所有数据集上，哈希基线保留了大部分原始
嵌入质量（特别是在 64位的情况下）。令人惊讶的是，
即使只有 16 位，它也在几个基准测试中达到了非常
高的mAP，而无需任何额外的学习。所获得的结果表
明，强大的预训练模型特征包含大量的冗余：虽然这
种冗余在预训练期间可能是有益的，但它似乎对于下
游检索任务并非严格必要。最后，我们的消融研究证
实了 PCA和随机正交投影——哈希基线的两个核心
组件——起着互补作用，因为移除任何一个都会显著
降低性能。

4.2. 音频检索

我们引入了一个新的音频哈希基准，涵盖了音乐、
环境声音和语音领域。数据集的概述见表 3。

Table 3. 音频数据集检索基准。
Dataset Train/Database Validation Query Classes

GTZAN [17] 400 — 599 10
CREMA-D [18] 5,210 1,116 1,116 6
VocalSound [19] 15,531 1,855 3,591 6
ESC-50 [20] 400 — 1,600 50

基准测试包括：GTZAN [17]（音乐类型）、ESC-
50 [20]（环境声音）、CREMA-D [18]（语音情感）和
声音 [19]（人类发声）。由于这些数据集的大小与标准
图像基准相比很小，我们遵循类似于 CIFAR-10的设
置，将训练集和数据库集视为相同。

我们评估了三种最先进的编码器：CED [16]，一
个知识蒸馏框架，它集合教师模型以实现高效的音频
标记；大胜 [6]，一个大规模自监督掩码音频编码器，
在多样化的音频上训练用于通用分类；以及 LAION-



CLAP [15]，一个多模态对比学习模型，对齐音频和文
本配对。检索结果汇总于表 2中，遵循与第 4.1节相
同的评估协议。

分析。性能趋势与在图像设置中观察到的一致：哈希
基线相对于 PCA降维特征略有损失，这种损失在更
高的位长度时会减少。掌声由于其广泛的多模态训练
通常能取得最佳性能，而 CED在 ESC-50和 GTZAN
上仍具有竞争力。大盛表现不佳，表明通过重构进行
预训练可能产生不适合检索的嵌入。

5. 结论与展望

我们引入了哈希基线，这是一种简单而有效的方
法，它结合使用强大的预训练模型嵌入和经典哈希技
术。通过生成紧凑的二进制代码，它可以实现快速、内
存高效且低复杂度的检索，同时完全不需要训练，并
在图像和音频领域都达到了具有竞争力的表现。

在二进制嵌入捕获预训练表示的全部丰富性方面
仍有改进的空间。未来的工作可以探索通过参数高效
微调进行轻量级哈希，使预训练模型能够以最小的计
算开销适应不同的位约束。

端到端表示学习与哈希联合优化也提供了一个令
人兴奋的机会。共同训练特征提取器和哈希模块可以
使潜在空间更好地与量化约束对齐，从而在保持效率
的同时进一步提高检索准确性。

最后，将哈希基线扩展到无训练跨模态检索（例
如音频—文本、图像—文本）可以解锁可扩展的高性
能多模态检索系统，在无需完整端到端训练的情况下
保持紧凑二进制码的优势。
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